Segmentation, détection et suivi d’objets

Chapitre 3

JYR - DI / Polytech'Tours



Qu’est que la segmentation ?

* Deéecomposition d’'une image en régions
gui ont un sens

— Etiquetage des pixels de I'image
— Méme couleur = méme région s
— Critéere d’homogénéité Images 3D (3 coupes) Segmentation

 Facile pour un étre humain : connaissance préalables, image vue
dans sa totalite,

— Approches regions : grouper les pixels semblables et former
des régions homogenes

— Approches frontieres : rechercher pixels dissemblables pour
former des contours entre zones homogenes

— Eventuellement des approches hybrides (frontieres et régions)



Dans I’ancien temps...

« Approche « Frontiéres » : détection des contours....
- Cf chapitre précedent

 Approche « Région »
- Question : comment détecter des régions ?
- Question : Comment découper une images en régions ?




Approche région : Croissance de region

« |dée: partir d’'un point amorce (seed) et étendre en ajoutant les points de
la frontieres qui satisfont un critere d’homogénéité

amorce croissance région finale

« Le point amorce peut étre choisi soit par un humain, soit de maniere
automatique en evitant les zones de fort contraste (gradient important) =>
méthode par amorce

» Le critere d’homogeénéite est local (comparaison de la valeur du pixel
candidat et du pixel de la frontiere)



Segmentation : Croissance de régions

Algorithme ?

Pour chagque germe
Pour chaqgue voisin
Si (critere d’homogeénéité vérifie
ET pixel non labelisé)
Propagation du label région

On applique la méme procédure récursivement




Croissance de régions

Avantages
« Methode rapide
« Conceptuellement tres simple

Inconveénients

* Probleme du gradient B

— Tenir compte de 'homogénéité globale donne un algorithme
sensible a I'ordre de parcours des points (méthode par amorce)

— Algorithme tres sensible au bruit, peu stable

 Initialisation manuelle ou aléatoire
« Reésultat dépendant des germes initiaux

« Méthode locale: aucune vision globale du probleme. En pratique, il
y a presque toujours un chemin continu de points connexes de
couleur proche qui relie deux points d’'une image...



Split and Merge

Principe :
— Découper I'image en arbre (SPLIT)
— Fusionner les parties homogenes (MERGE)

Algorithme ?



Split and Merge

Principe :

Découper I'image en arbre (SPLIT)

Fusionner les parties homogenes (MERGE)
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Split and Merge

MERGE
« Construire le RAG : graphe qui prend en compte I'adjacence
« Valeur des arrétes : mesure de la difféerence d’homogénéité

 Fusion itérative des noeuds
Quadtree RAG




Split and Merge

« C'est I'approche duale de la croissance de region
 Temps de calcul assez longs
« Ces algorithmes s’adapte facilement aux images 3D

/ fﬂfﬁ? ‘wi,//

La distance en terme d’homogénéite de

) . . . . .
reqgions est portee par 'arréte valuge qui
les relie dans le RAG I'\,_./r

NN




Lighe de partage des eaux

Considérer une image comme une carte topographique.
Principe : inonder cette carte topographique a partir de sources qui

seront placees dans I'image.

L’'image finale sera composée de bassins (ou I'eau s’est accumulée)

et de lignes délimitant ces bassins.

Trouver les minima de I’image
— n_bassin=n_minima

Tant que n_bassin>1 faire
— 1nonder I’'image a partir d

—  Si deux bassins copwriuniquent alors
un maximum local est trouvé fin si

Fin tant que

| Catchment
Watershed lines
| basins




Ligne de partage des eaux

Avantages:
— Grande précision sur les frontieres obtenues
— Distinction parfaite de 2 régions collees

Inconvénients:

— Consommation de mémoire
— Sensibilité au bruit

— Sur-segmentation

— Demande un post-traitement




Region Adjacency Graph

* Représentation d'images avec des graphes
« Manipulation de graphes
— Nceuds ? Arcs ?
— Fusion / Division
— CF Option IA, GNN...




Approche basée classification

g A
Principes A O ]
p caractéristiques = Vecteur = Point € RP
Analyse statistique des vecteurs (modalités/voxels) ® =
l/. Rectangulaﬂ:y
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feature
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\ I‘(l‘ ) : 3 map
Deux cas de figure . complex in low dimensions simple in higher dimensions
Classification . on dispose d’'un ensemble d’entrainement,
a partir duquel on construit le classificateur
Classification . on dispose de vecteurs

caractéristigues dont on ne connait rien = Regroupement en
vecteurs similaires pour former des agrégats (clusters)



Approche probabiliste (Atlas)

Atlas (volumique)

Information a priori spatiale sur la position et l'intensité des

structures anatomiques
- Différents types d’atlas :

» Simple

[ Template ]—

Atlas topologique simple de cerveau
de brebis

Image
label




Approche probabiliste (Atlas)

Atlas (volumique)

Information a priori spatiale sur la position et l'intensité des

structures anatomiques

- Différents types d’atlas :
» Simple
» Probabiliste

Atlas probabiliste des tissus du cerveau
de brebis [Ella et al., 2015]




Approche probabiliste (Atlas)

Atlas (volumique)

Information a priori spatiale sur la position et l'intensité des
structures anatomiques
« Différents types d’atlas :

» Simple

» Probabiliste

» Multi-Atlas

Multi-Atlas du cerveau humain de la base d’images utilisée
lors du concours MICCAI'’12 [2]




Approche probabiliste (Atlas)

Mode d’utilisation des atlas

Méthode de recalage nécessaire lors de I'utilisation des atlas

« Transformation :

> nglde Imag originale Image déormée Image cible
> Affine @
» Non linéaire (TPS, B-spline, etc...) <

« Meétrique :

Originale - Déformée -

» Somme des differences au carré '
> Information mutuelle
> Cross-correlation

 Propagation de label
 Fusion d’informations et décision : cerveau [3]

Recalage non linéaire de deux images de

» Meéthode de vote, pondéré globalement [Artaechevarria et al., 2008] ,
pondéré localement [Isgum et al., 2009] Joint label fusion [Wang et al.,
2013] , Generative model [Sabuncu et al., 2010] , etc...

» Melange de gaussiennes, Chaine de Markov [Bricq et al., 2006] ,
Champ de Markov [Scherrer et al., 2009] , etc...



Approches probabilistes (Atlas)

Bilan

Idée : les pixels sont des variables aléatoires représentant la probabilité
d'appartenir a chaque classe

Puis, estimation du maximum vraisemblance (MAP, EM,...)
Chaine de Markov : 2D représente en 1D (parcours d'hilbert, Peano)
Champs de Markov : Seul les voisins comptent

Avantages/Inconvénients
Exploitation de connaissance a priori (atlas prob )
Phase d’apprentissage '
Lent




Retour en DI4....

Comment segmenter une image avec une approche
« analyse de données » [/ « classification de données » ?



Approche basée classification

Exemple de classificateur : k - plus proches voisins (KPPV/KNN)

On dispose d'un ensemble d’entrainement composé de vecteurs
caracteristiques et de leur classe

On classe le vecteur inconnu x dans la classe la plus représentée
parmi les k plus-proches voisins du vecteur x

S
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o A 5 Utilisation en CV ~
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Approche basée classification

Exemple de méthodes de clustering : k-means

Lorsqu’on ne dispose pas d’échantillons classifiés
= apprentissage impossible

On cherche a identifier K classes au moyen de
leurs centres

Objectif : minimiser la variance intra-classe

Original unclustered data

Clustered data
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Approche basée classification

Deep learning et Images

Divers objectifs :

Image classification

Image tagging, object classification

Panoptic / Semantic / Instance segmentation
Visual Question Answering ...

The label encoding of pixels in panoptic
segmentation involves assigning each pixel
of an image two labels — one for semantic
label, and other for instance id.




Définitions et justifications

* “Deep Learning is Iearninngood representations by composition of learned
functions.” (From Yoshua Bengio)
* Composition = Complicated functions are combinations of smaller, simpler functions.

* “Deep Learning is building a sglfstem by assembling parameterized modules
into a computation graph, an training it to perform a task by optimizing
the parameters using a gradient-based method.” (From Yann Lecun)

* So deep learning is (From Yoshua Bengio)

* (1) an approach to machine learning

(2) usually based on artificial neural networks but not only

(3) based on learning multiple levels of representations or based on composing
learned functions to learn good representations

(4) in order to achieve the learning of such good representations and perform well in
machine learning tasks.

__ deep learning
—

* Why now ?

F other learning
~ ___—algorithms

performance
\
\

amount of data

Computing power (GPUs) Labeled datasets



Principes de base...

Encore une histoire de « neurones »...

Entrée AN Wy PrédlCtIOn
(hand-crafted ()., ~ B (decision)
features) (%, o W, | E | f " sortie
._1. . "u:uluti;;li';zt?sjoﬂ
Sortie : 1

x| =

Au départ, le modele de la régression logistique...

Pas de couches cachées - On passe des entrées (features) a la décision directement
Apprentissage des poids par minimisation de I'erreur de prédiction....



Principes de base...

Outrepasser le probleme de "feature engineering”

e Et sion ajoutait des transformations - couches cachées

® Maintenant, les prédictions p sont fonction de valeurs de la couche cachée

Feature extractor \

WIN Modele lineaire
1
w

pP= (P(v]h] + V2h2 + Vahs)

" h3 J he= @(w,x, + w,x,)

‘ / hz - (P(W3X1 + W4X2)

h, = p(w,x, + wx,)




Principes de base...

Ici commence a apparaitre la notion / question du Deep Learning

® || est possible de multiplier le nombre de couches cachées

® Chaque couche correspondant a des fonctions ¢ appliquées aux combinaisons
linéaires de la couche precédente

What about activation
X w H = ¢(Xw) p = ¢(Hv) functions ¢ ?
.S0 many possible options
want them to be easy to take
derivative

P= (P(V1h1 + Vzhz + Vaha) 4

h, = ¢(w x, + wyx) —
h2 = (P(WBXI + w4x2)
h3 - (p(w5x] + wsxz) EREE




Principes de base...

11

Shallow® vs Deep Learning ?

» "Shallow” models

hand-crafted

“Simple” Trainable

ﬁ o

Feature Extractor Classifier

fixed learned

» "Deep” models

Trainable Trainable Trainable
Feature- i Feature- Feature- | &
Transform / Transform / Transform /
Classifier Classifier Classifier

Learned Internal Representations




Principes de base...

Deep Learning = End-to-End learning

« Un empilement de modules de transformation de représentations

« Chaque module transforme les données d’entrée en une représentation de
plus haut niveau sémantique

» Les features de bas niveau sont partageables / génériques

» Les features de plus haut niveau sont géneralement plus structurelles

» "Deep’ models

Trainable Trainable Trainable
Feature- .| Feature- | Feature-
Transform / Transform / Transform /

Classifier

Classifier

Classifier

Learned Internal Representations




Principes de base...

Apprentissage d’un empilement de représentations “abstraites”

Feature Feature Feature Classifier
>

Low-Level |_| Mid-Level __‘High-Level Trainable | car




D.‘igi'al
input
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Layer 1
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Apprentissage - Principes...

Input X
Layer 1 Layer 2 Layer 3 N Layer
representations representations representations 1NE|Q|'ITS L (datﬂ TI'EIFISYfDI'I'I"IEtim]
Layer 4 *
reprasentations
(final u:urpI:I:] Y R LE}‘ET
l 1 J " (data transformation)
2
3
\ : v
;/J.i' 2 Weight icti True targets
u/ ' 7 update Y
8

Deep Learning is about finding a good data represention
with respect to an objective

thanks to a composition of transformations (functions/la

T Y

/’-f— -
| Loss function
\‘x__H__

e

e —
‘| Loss score



Apprentissage

Apprentissage

— Trouver les W minimisant lI'erreur

d'apprentissage &W) sur la base

d'apprentissage

Cee(9i.y;) =

32

Apprentissage

KL(y; .9

\
Yi
P(cat) =0.80 P(cat) =1.0

P(dog) =0.15 P(dog) = 0.0
P(bird) =0.05 P(bird) = 0.0

X;

K
Zyc,fﬂg Vei)=—log(Yec+.i)

— ¢/W) servira de base a la définition de la fonction Loss() = C = & bien définir !

— Souvent Loss() MLP = = Moyenne des erreurs sur 1 lot d’apprentissage de taille N

N N
Lce(W,b) = 4 z (ce(Yiy]) = ) log (Yc+ i)
= i=

— Utiliser la descente de gradient pour la minimisation de cette fonction
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Apprentissage

Descente du gradient

3 étapes principales

@ Forward propagation @ Backpropagation @ Weights update

Processus itératif de modification des poids selon le signe du gradient :

(t+1) _\w(t) _ ,,9Lce Sur la base d’appr.
W W NHn T N
(t) _ 1 5 ce(Yiy}) (w(r))
NS ow

— nestle taux d’apprentissage

La propriété principale exploitée : chaine de deérivation (chain rule)
Pour un MLP :

Ox _Ox0y _ [olcg _ 9lcE dy; s
dz Oyoz OW T Oy, Os; OW
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Apprentissage

Descente du gradient

» Le gradient peut étre calculé pour

Toute la base N exemples - Full-Gradient - Convergence tres lente !
Chaque exemple - gradient stochastique (SGD)
Un mini-batch - 1 sous-partie B de la base d apprentissage N - Nb batches =N /B

SGD - Beaucoup mises a jour de parametres : N,
Mini-batch = N/ B - Convergence plus rapide
Approximation du vrai gradient

Full gradient SGD (online) SGD (mini-batch)

« 1 époque = 1 exploitation de tous les exemples de la base d’apprentissage
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Apprentissage

Réglages des hyper-parametres

* Choix de la valeur du Learning Rate n, ?

« Diminution pendant la progression de I'apprentissage

— Décroissance inverse : n=n,/ (1 + A.t), A = taux de décroissance
— Décroissance exponentielle : n7 = n, . exp(A.t),
— Décroissance par paliers : 7= 15, . rt/t)

Method Explanation Update of w Update of b
« Dampens oscillations
Momentu
* Improvement to SGD W — Vdw b — avg
m
« 2 parameters to tune
* Root Mean 5quare
propagation . _ dw _ db
RMSDro . . W — « b+—b—a
foprop « Speeds up learning algorithm \ Sdw v/ Sdb
by controlling oscillations
« Adaptive Moment estimation . Vi , b a Udb ]
A . IV :
Adam Most popular method m T e M,S—ﬁ I 10
* 4 parameters to tune )

Remark: other methods include Adadelta, Adagrad and SGD.



Apprentissage

Réglages des hyper-parametres
« Regularisation : amélioration de la généralisation, c'est-a-dire

des performances sur la base de test
— Reégularisation structurelle: ajouter un terme R(w) dans la Loss : N

~ (W) = Loe(w) + ARW)

— Régularisation dropout : désactivation aléatoire de neurones / epoch

— Régilarisation L, : ¥4 des poids, R(w) = ||w]?
— Reégqularisation L, ...

Training set

T2 -1

10

D .

-10

Test set

-2

-1 0
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Apprentissage

Réglages des hyper-parametres
« Parametres d'apprentissage :

— taux d'apprentissage, décroissance des
poids, taille des mini batch, # époques,
etc.

Parameétres architecturaux : ™"

|
— nombre de couches, nombre de
neurones,

\
ll:

— type de non-linéarite,

— eftc.

* Réglage des hyper-parametres :
— estimer les performances sur un

ensemble de validation en // de
I'apprentissage

Stop training

Validation

Training

=

Number of epochs

37



Fully Connected Networks (FCN)

couche couche couche

d’entrée cachée de sortie input layer

(régression logistique)

extraction de
caractéristiques

Problemes:
« Dimension d’entrée (3xd) - Nb pixels rgb !
« Tres grand nombre de variables (W)

« L’apprentissage des poids se fait en minimisant une
fonction d’erreur (Loss function) non-convexe -
beaucoup de minima locaux.

= Nécessité de grosses capacités de calcul

= Nécessité de simplifier le PB : FCN - CNN
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extraction de

caractéristiques
e g m = nb images
* X € R™:input n = nb outputs
N Xf = Rlxd
* d : 640x480 pixels = 307200
« WE Rdxn

‘ < «BER"; g(a) ; Y € R™™: output

YV = og(XW + B)
* Issues :
* W :is huge (one parameter by pixel)

* Animage is reduced to a vector:
\_ » Spatiality is lost




Initial Images

Les CNN a la rescousse...

Permu
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Problemes:

Mémes performances d’'un FCN sur des images permutés car pas de prise en compte de la
topologie ( images - Vecteur 1D - FCN)

input layer
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Prise en compte de la topologie + Réduction du nombre de parametres
=» Sparse connectivity dans les CNN
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Les CNN a la rescousse...

, : .y Example: 1000x1000 i
Réduction de complexité 1M hidden wnts

) 10712 parametersil!

Prior knowledge CNN operation FCN
Self similarity (Stationarity) Shared parameters B
Locality Local connection B,
-
Translationinvariance Pooling -
Compositionnality Stackable
CNN = Localité = Topologie CNN = partage de W - auto-similarité

Example: 1000x1000 image
IM hidden units
Filter size: 10x10 _ Share the same paraneters across
100M parameters R different locations:
‘., Convelutions with lefirned kernels

14, :
Ranzato CVPR'13 kO 2




Les CNN : Tensors + Sequence de convolution

Apply Filter 1

Convolution 2D - 1 carte pour chaque filtre sur image |

Apply Filter 2

Couches de convolution - empilement de cartes —

provenant de plusieurs filtres

Tensor = tableau multidimensionnel

Séquence de convolution classique :

Apply filter 3 Apply Ffilter 4

Convolutional sequence

Input N Convolutional

—»]
to layer layer

Non-linear
activation

—

Pooling
layer

>

Stack results into a 3D volume
(depth 4)

Output to next
conv. layer



Les CNN : Convolution

Convolution 2D (FxF) vs Convolution sur Tenseurs (FxFxC)
Notion de profondeur (C=depth) - Images RVB (C=3)

RN = Ajout d’un biais dans les convolutions sur tenseur (+1 paramétre)

d-1 d-1

2

K 2
A= (M) =Y, 3 Y fi=nm=jk)h(nm.k) + b

k=1,-_@-1 __d-1

2 2

F F

T T

Filter 1 Filter 2 Filter K

c

InpUt |Fi|ter; ﬂ‘ >

Input

Input




Les CNN : Convolution

(4 x0)
< ., . X (0x0)
Center el t of the k | laced th
Les parametres associes aux couches de convolution S g, T sourca pet i henropisd 00
* Nombre et taille des filtres de convolution with a weighted sum of itself and nearby pixels. 5, .
« Stride = Décalage en nb de pixels Eg:g}
* Padding = Gestion des bords de lI'image Sourcs phesl ((2,(3
[ T S R + (-4 X
i =
"""""""""""""""""""""""""""""""""" Convolution kernel
(emboss)
» Les poids w des filtres et les biais sont appris durant I'apprentissage New pixel value (destination pixel)
* Pour produire des Feature maps
+ Deépendentes de la taille des receptive fields (taille des filtres)
: Kernel
Edge detection
-1 -1 -1
" -1 8 -1 =
X X, X3 W, X, + W, X+ -1 -1 -1
WX+ Wy Xy | WX+ Wy Xy
w]l - + WXy, + WXy
X,, X,, - Sharpen
WX+ WX,
W21 - WiXo+ Wy Xy, | WiXo W:X,, 0 =10
XSI st + Wy, X5, + WXy * -1 5 -1 =
0 -1 O




Les CNN : Activation non lineaire

initial image Sigmoid ' Leaky RelLU '
. > o) = 1 max(0.1z, z)
& E— ' tanh Maxout -
tanh(z) ) . max(w] @ + by, wl z + by)
ReLU ELU .
max (0, z) {’ 220
. . afe*—1) z<0 ’ i

FIGURE 2.5: Activation functions. Figure from http://cs231n.stanford.edu/.

Rectified Feature Map

M—._

"'

\n e D SRR s
- 'l' |‘ . \T' \I‘ ll )

white =positive values | Only non-negative valye

Activation non-lineaire (Relu, ...)



Les CNN : Pooling

Max(1,1,5,6)=6

By “pooling” (e.g., taking max) filter

responses at different locations we gain
robustness to the exact spatial location
of features.

J AT 2[4
max pool with 2x2 filters
Q\S 9/ 8 and stride 2 6
3(2[1]0 4
1| 2 BSS

y

Rectified Feature Map

Empilement de
Feature Maps

Pooling ‘

* Max (T
e Sum = :

* Average

Pooling



Les CNN : Pooling

Max(1,1,5,6)=6

By “pooling” (e.g., taking max) filter

responses at different locations we gain
robustness to the exact spatial location
of features.

max pool with 2x2 filters 1
and stride 2 6 8
3| 4

x
~ | ~

i
S O 0 b

y

Rectified Feature Map

slide credits: M. A. Ranzatto

Pooling - Regroupement
 Max

« Sum

* Average

' Only non-negative valy

Rectified Feature Map




« Fully Connected Layer » pour finir...

Convalution Pooling Comnvolution Pooling Fully Fully Output Predictions

+ RelU + Rell Connected Connected

Dog (0)
Cat (0)
Boat (1)
Bird (0)

Y i[."-e]."g,'-'l' ol pul )
| | |
|
Classification

FCN - MLP classique

(connexions non représentées)




CNN : Architecture finale

RELU RELU RELU RELU RELU RELU

Cole lowl CNVl

o
ﬁ;' car
. truck ]
& : Remarque:
airplane R < . . ’
= ship Méme apres ‘simplification”,
| | reste tous de méme des
E horse e -
= Milliers/Millions de
- parametres a apprendre...
C3: f. maps 16@10x10
INPUT C1: feature maps S4: f. maps 16@5x5
6@28x28
32x32

CS:layer Fe:jayer OUTPUT

|
Full connection Gaussian connections

Convolutions Subsampling Convolutions Subsampling Full connection




Visualisation des « Feature Maps
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Etude de cas LeNET 5

G301 maps 16@10x10
C1: feature maps S4: 1. maps 16@5:5

INPUT GE28x28
32x32 S2: 1. maps C5: layer .
B@14x14 120 0 RS layer QUTPUT

Full connectian Gaussiar
Canvelutions Subsampling Convolutions  Subsampling Full connection

F6 Layer: Fully Connected layer

e 34 fully connected units.
® # Parameters: 84*%(120+1)=10164

F7 Layer (output): Fully Connected layer

® 10 (# classes) fully connected units.
* # Parameters: 10*(84+1)=850
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Apparition de différents types de module (blocks)

——

1x1 Cormethbons

= f(x)

‘w _."_‘ ) ;

- - — . ——

""‘,.,m.u._.. o | | et X OUHHO > f(x) +x

Te) comvobdors 121 conwuistors Ju max pooing
X
Identity
(A) Inception module (B) Residual block

JYR - DI / Polytech'Tours



Apparition de différents types d’architectures

g 64
InpLt
: output
Imat?lz "1™ . .'r ‘_ * segmentation
2l 5 H # map
= 14:

3 I‘I‘_I = cONv 3x3, RelU
5

copy and crop

e - # max pool 2:2
EI # up-cony 2x2
e COMY 1%1

FIGURE 2.11: U-Net architecture. Figures from (Ronneberger et al., 2015).

JYR - DI / Polytech'Tours
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Optimiser les architectures

EfficientNet-B7
344 AmoebaNet-C
AmoebaNetA _ - ====" -
N -~ NASNet-A  ...=*"" SENet
o 824 -
o~
> - et
@ ’z’ _.-+""" ResNeXt-101
3 qnd Lot
g 80 ’a’_ .-**" Inception-ResNetv2
< Pt
— v
& ¢~ :Xception
Sool |1
:.} e 1 F »ResNet-152 Topl Acc. #Params
c b y ResNel-152 (He el al, 2016) | 77.8% GOM
2 Bb : DenseNet-201 EfficientNet-B1 791%  78M
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Data augmentation, Transfer Learning, fine-tuning

Data augmentation
Input  Rotation  Flip Trans.  Shear Scdling Noisu Brightness

Image —

Apprentissage traditionnel VS transfer Learning

e |[solated, single task learning: e Learning of a new tasks relies on

Knowledge is not retained or the prEV|DUS |earned tGSkS.
accumulated. Learning is performed Learning process can be faster, more

W.0. considering past learned accurate and/or need less training data
knowledge in other tasks

/ __\ . Leaming | / \ Learning

|  Dataset1 | ==>| System Dataset1 | £=)|  System
\ / Task 1 \ / Task 1
_Knuwledgej
Il
\/

Leaming Learning
Dataset 2 =) System Dataset | System
Task 2 2 Task 2




Transfer Learning and fine-tuning

 Que garder (freeze) ? Que ré-apprendre ?

— Transfer Learning - Récupération des poids d’'un modele appris et adaptation des poids des
couches finales, souvent de la partie “classifier” (en rouge) uniquement

— Fine tuning - Apreés le Transfer Learning, ré-apprentissage d’une partie des poids des

couches de convolution (mais pas tous !) avec un Learning rate trés faible

— Choix selon la « ressemblance » entre dataset 1 (image.net) et dataset 2 (target)

Feature Extractor J Classifier J

Conv Layer 2
- 0
”ﬁw“r. Conv Layer 3
N, ‘ 1

Output Layer

Conv Layer 1

L o Pooling Layer2
Pooling Layer 1 Pooling Layer 2 Fully
Input Image Connected
Layer

Dataset
Size

Train the entire

r

b

Train some layers and

model leave others frozen
l Y
] .
Dataset
Similarity
Train some layers and Freeze the

leave others frozen

]

convolutional base

:



Self-supervised learning / GAN

« Generative Adversarial Networks (GANS)

— Mise en compétition de 2 parties / architectures :
» Generator > cherche aa maximiser l'erreur
» Discriminator - cherche a minimiser I'erreur
» Les 2 modéles doivent étre appris (I'un aprés l'autre alternativement)

— Génération de données d’apprentissage (ou de copies / données « stylisées »)

E—) Discriminator Network ‘ Predicted Labels
D-dimensional
noise vector
Training seti&id/‘ Discriminator
Real

/ N\
Random { — @ — {Fake

‘ Generator Network

noise
o © o ©
°© 4 0 ° °© 45 o o
0 0 ¢ o © 0 o _ °
»> o o0, * > w80 . ke i
GENERATIVE @ % [} DISCRIMINATIVE 9.9 [ Ny Generator S aKe Image
NETWORK - °°Q, o - NETWORK - °6Q, ° _.
°o® 9P
Input random The generative network The generated distribution The discriminative network The classification error
variables. is trained to maximise the and the true distribution are is trained to minimise the is the basis metric for the

final classification error. not compared directly. final classification error. training of both networks.



Self-supervised learning / encoder-decoder

« Les sorties (y) générées peuvent étre comparés aux entrées (x)
— Plus besoin de données annotées manuellement pour apprendre
— Mise en compétition de 2 parties / architectures : encoder et decoder

Loss = ||x - y]||

—> Encoder —>E—> Decoder —>

Original

input Becunstructed
input
Compressed
representation
Tdx14x32 Tdx14x32
1152 1152
TuTubd \ TxTubd
33128 011y 3z y
“
p g S— -[-r (=
A
Conv3 ' Reshape
Conv2 stride=2 h DeConv3
stride=2 - L stride=2
Flatten FC
Convl DeConv2
stride =2 stride=2

DeConv1
stride=2



Self-supervised learning / encoder-decoder

« Segmentation sémantique
— Les sorties generées (y) peuvent étre compares aux sorties attendues (y)

Input

RGB Image

Convolutional Encoder-Decoder

Pooling Indices

E-Conv + Batch Normalisation + RelU
| I Pooting M Upsampling Softmax

forward /inference

backward /learning

(-

Output

Segmentation

Blue : Pavement
Green : Tree
Purple : Cars



Instance segmentation / Tracking

Différent de la segmentation sémantique - Détection de « bounding boxes »
contenant des instances d’objets

Mask R-CNN, Faster R-CNN, ...

=]
H j;;:g RolAlign | _

CNN ResNet101 pour extraire des
caractéristigues de l'image

Réseau de proposition de régions (RPN) - Geénération de Rol / Mask
Binary Mask Classification (pour chaque classe d'objets)
Suppression des non-maxima




Instance segmentation / Tracking

R-CNN, Fast R-CNN, Faster R-CNN, YOLO, ...

’.il-L ! Regions after h
- § | Maon Max suppression |
R
D -
|
__ IR
A
N5 ’
- il !
1 i
A Warped .
Bounding |
n Feature - REEFE.‘SSDT g !
Box |
Vectors !

Fully connected layer

images

-----

Maskﬂlassiﬁeré H/Eﬂ '-f‘“[f’:[};_b )

e

CNN

Architecture Mask-RCNN



Des CNN aux Transformers

« Utilisation d’'un mécanisme d’encodage - décodage

« Meécanismes d’attention = Pondération de 'importance relative des
zones (patches) les unes par rapport aux autres localement

 Meécanisme ‘self-attention Layer’
— Avec triplet : Query, Key, Value

Embedding x: w1 1] <@Entrée
Queries GO q [T
wa
Keys « [ « [
1P ’E]n(;:é)der Dec
B Values v I | v D -
hy  hy hs
scores Score qie ki= qr* ke = -
2. Score each hidden state 13 9 9 | Attention weights for
decoder time step #4 vide b Parametres
| Divide by 8 ( vdy ) a apprendre
3. Softmax the scores 0.96 0.02 |0.02 | softmax scores
: : Softmax
4. Multiply each vector by
its softmaxed score * + Softmax
X vi [ vz
_ Value
5. Sum up the weighted Context vector for « Sortie
vectors decoder time step #4 Sum Z Djj Z2 Dj] Couche “SAL"




Transformers

Les detalls

ENCODER #2

ENCODER #1

Add & Normalize

( Feed Forward ) ( Feed Forward

“eotees Y 3

Add & Normalize

Self-Attention

rosmoNaL ey @
Image Patches

Softmax

7 )

Linear

0..
Ll
L I

7y
DECODER #2

Add & Normalize

,*( Add & Normalize

: i i

:"( Encoder-Decoder Attention

‘eemeeeeea Be---ceemmmmemnmmne= )

'.;-( Add & Normalize

: i B
( Self-Attention
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Deep learning Architecte...

 De nombreuses librairies
— Google -
— FaceBook -
— Differentiable computer vision -

« Partage de modeles

— Model Zoo : open source deep learning code and pretrained
models 2>

— Etc...


https://www.tensorflow.org/
https://pytorch.org/
https://kornia.github.io/
https://modelzoo.co/

Epistémologie...

# [Hubel & Wiesel 1962]:
» simple cells detect local features

» complex cells “pool” the outputs of simple
cells within a retinotopic neighborhood.

Ugy Ugq Usz chss Ucs

A A Usy
[~
i " " TihsgYcs
Ug A g .
e HIE “Simple cells”
: HIE “Complex
HIE cells
.. 1K
input =
layer = v T
:g{:'gz‘l:slf)n fsagnion pooling
layer Multiple | subsan;pling
masker convolutions
M layer

Cognitron & Neocognitron [Fukushima 1974-1982]



Petit controle...

Expliquez les problématiques de
la détection de régions ? Et les
principales méthodes ?

Pourquoi peut on dire que le
resultat de la segmentation est
un ensemble d'images binaires ?

Approche Regions ? CNN ? Autres ?
Utilisation pour le TP image Tagging ?

green

pot-au-feu (. 12), b'll‘\'l (.12), roughage (.11), cow (.11)

white

kuvasz ( lO) Saint Bernard (.67), clumber (. 6)). \nrehalr (.62), foxhound (.60)
sheet (.49), gerbil (.48), Persnn mt (.48), sail ( bullterrler A43)

nmnm.mz@ @

round

egg yolk (.75), b'].sketbull button (.63), goulabh b%ket (.49),
ramekin (-1t ), ball ( pot ) veloute (.39), miso (
ﬂ‘ < s A 5: -‘. % g "

kirsch (.83), sail (.77), rorqual (.74), police van (.72), fork (.69), rack (.67),

long klller v&hqle (.5 ) window ( )4) Lr'mbporter (.50), pool table (.49)
barn spider (.36), daisy (.17), zebra (.17), echidna (. 16) chl\board (.13),
striped |drum (.12) colorlng {; 12) ro]ler coaster (. 12) brldge colobu (.11)
rorqual (.59), sidecar (.55), orangeade ( ) flan (.52), screw drl\er (.47), killer
wet whale (. 44) bowhead (.43), nnr'iachmo ( 41), dugong (.40), porpoise (.40)

.




